
교환가능성과 컨포멀 예측
: 대칭성이 제공하는 통계적 보장

들어가며

동전을 100번 던져서 앞면과 뒷면이 나온 순서를 기록했다고 해보자. 이 기록의 앞 50번과 뒤 50

번을 통째로 맞바꾼다고 해서 우리가 “이 동전은 공정한가?”라고 내릴 판단이 달라질까? 아마 그

렇지 않을 것이다. 순서 자체가 중요한 정보가 아니라면 결과가 어떤 차례로 적혀 있는지는 그저

정리 방식의 문제에 가깝다. 우리는 보통 ‘언제 나왔는지’보다는 ‘무엇이 얼마나 나왔는지’를 보고

판단한다. 그래서 관측된 순서를 바꿔도 전체적인 성질은 그대로일 것이라고 자연스럽게 생각한다.

하지만 이 익숙한 직관 뒤에는 생각보다 강한 가정이 숨어 있다. 바로 “이 데이터는 순서를 섞어도

본질이 변하지 않는다”는 가정이다.

통계학에서는이러한성질을교환가능성(exchangeability)이라정의한다.교환가능성은단순

한기술적조건같지만실제로는데이터의해석과일반화가능성을결정짓는핵심기제다.특히최근

머신러닝의 컨포멀 예측(conformal prediction)은 이 교환가능성을 유일한 이론적 가정으로 삼

아 모델 구조에 구애받지 않는 강건한 불확실성 추정을 가능케 한다 [5]. 이 글에서는 교환가능성의

정의와 이 대칭성이 갖는 중요성, 그리고 이러한 가정이 어떻게 컨포멀 예측의 유한표본(finite-

sample) 보장으로 연결되는지를 단계적으로 고찰하고자 한다.

교환가능성: 인덱스는 정보를 담지 않는다

통계학에서 관측치 X1, X2, . . . , Xn가 교환가능(exchangeable)하다고 말할 때, 이는 이 값들의 순서

를어떻게바꾸더라도전체적인확률적성질이달라지지않는다는뜻이다.수학적으로는관측치들의

결합분포가인덱스의임의의순열(permutation)에대해불변(invariant)임을의미하며,임의의순열

π에 대해 다음이 성립한다.

(X1, . . . , Xn)
d
= (Xπ(1), . . . , Xπ(n))

여기서
d
=는 “같은 분포를 따른다”는 뜻이다.

이정의가말하고자하는핵심은단순하다.관측치에붙은번호,즉인덱스는확률적으로아무런

정보를 담고 있지 않다는 것이다. X1이 첫 번째로 관측되었고 X17이 열일곱 번째로 관측되었다는

사실 자체는, 데이터가 어떻게 생성되었는지에 대해 추가적인 단서를 제공하지 않는다. 인덱스는

그저 관측값들을 구분하기 위해 붙인 기술적인 라벨일 뿐이며 중요한 것은 값들이 “언제” 나왔는지

가 아니라 “무엇이” 나왔는지다. 확률적 관점에서 의미를 갖는 것은 관측값들의 집합 그 자체이지

그 나열 순서가 아니다.

이 점은 일상적인 비유로도 쉽게 이해할 수 있다. 잘 섞인 카드 더미를 떠올려 보자. 특정 카

드가 다섯 번째에 있느냐, 스무 번째에 있느냐는 사실은 그 카드의 성질이나 카드 더미의 구성에
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대해 아무런 정보를 주지 않는다. 중요한 것은 어떤 카드들이 들어 있는지이지, 각 카드가 어디

에 �였는지는 우연의 결과일 뿐이다. 교환가능성은 바로 이런 직관을 데이터의 언어로 공식화한

개P이다.

이러한 순열 대칭성(permutation symmetry)이 성립하면, 관측치들 사이에 미리 정해진 위계

나 역할은 존재하지 않는다. 모든 데이터는 동등한 자격으로 추론에 참여하며 이는 통계적 판단과

일반화를 가능하게 하는 중요한 이론적 토대가 된다.

i.i.d. 가정의 완화

통계학의 가장 익숙한 출발점은 관측치들이 i.i.d.(independent and identically distributed)라는

조건이다. 이는 모든 데이터가 서로 독립이며 동일한 분포에서 추출되었음을 전제하며 수많은 고전

이론의출발점이된다. i.i.d.데이터는자연스럽게교환가능성을만족한다.서로독립이고분포도같

으니 관측 순서를 어떻게 바꾸든 전체적인 확률 구조가 달라질 이유가 없다. 하지만 중요한 점은 그

반대가 항상 성립하지는 않는다는 것이다. 교환가능성은 i.i.d.보다 훨씬 느슨한 조건이며 데이터들

사이의 독립성까지 요구하지는 않는다.

이를 이해하기 위해 잠재변수(latent variable)를 포함한 간단한 계층적 모형을 생각해보자.

θ � P (θ), Xi j θ
i.i.d.� P (X j θ)

이 모형에서는 먼저 보이지 않는 변수 θ가 하나 정해지고, 그 다음에 각 관측치 Xi가 이 θ를 기준으

로 생성된다. θ가 주어졌을 때는 Xi들이 서로 독립이지만, θ를 알 수 없는 상Ü에서 보면 이야기가

달라진다. 하나의 관측값이 유난히 l다면, 이는 θ가 특정한 범위에 있을 가능성을 �이고, 그 결과

다른 관측값에 대한 기대에도 영향을 미치게 된다. 즉, 관측치들 사이에 의존성이 생긴다. 그럼에도

불구하고 이 데이터는 여전히 교환가능하다. 모든 관측치는 같은 잠재변수 θ를 통해 동일한 방식

으로 생성되었기 때문에 순서를 어떻게 바꾸든 결합분포는 변하지 않는다. 다시 말해 이 데이터는

i.i.d.는 아니지만 교환가능성은 만족한다.

이 관점에서 보면 교환가능성은 i.i.d. 가정에서 가장 강한 제약인 독립성을 내려�고, 대신 핵

심적인 대칭성만을 남긴 개P이라 할 수 있다. 이처럼 최소한의 구조만을 요구하는 가정은 뒤에서

살펴볼 컨포멀 예측의 이론적 토대가 된다. 데이터 사이에 복잡한 의존성이 있거나 모델의 형Ü가

명확하지 않더라도, 여전히 의미 있는 통계적 보장을 가능하게 하는 이유가 바로 여기에 있다.

대칭성의 응용: Conformal Prediction

최근의 머신러닝 모델은 복잡한 함수 근사를 통해 ð어난 예측 정확도를 달성하고 있다. 그러나

실제 의사결정 과정에서는 단순한 점 예측(point prediction)만으로는 불충분하며 예측에 수반되는

불확실성을 정량화하는 것이 중요하다. 특히 새로운 관측치에 대한 예측을 어느 수준까지 신뢰할

수 있는지 명확한 기준이 필요한데, 이를 위해 예측 구간(prediction interval) C(X)를 고려하며

이상적인 예측 구간은 다음과 같은 유한표본 커버리지 조건을 만족한다.

P
�
Yn+1 2 C(Xn+1)

�
� 1� α.
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